
Fitting a Gaussian distribution:
a biological example



Molecular binding is used at multiple levels
Each level has its own molecular interaction network 
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Biological example of a Gaussian:
Energy of Protein‐Protein Binding Interactions

• Proteins and other biomolecules 
(metabolites, drugs, DNA) specifically 
(and non‐specifically) bind each other

• For specific bindings: Lock‐and‐Key theory
• For non‐specific bindings:
random contacts



Most Binding energy is due to hydrophobic amino‐acid residues 
being screened from water

Predicted Gaussian distribution: PDF(Eij=E)– because Eij – sum of 
hydrophobicities of many independent residues



Matlab exercise
• In Matlab load PINT_binding_energy.mat with binding energy Eij (in 

units of kT at room temperature) for 430 pairs of interacting proteins 
from human, yeast, etc.

• Data collected in 2007 from the PINT database 
http://www.bioinfodatabase.com/pint/
and analyzed in J. Zhang, S. Maslov, E. Shakhnovich, Molecular 
Systems Biology (2008)

• Fit Gaussian to the distribution of Eij using dfittool
• Use “Exclude” button to generate the new exclusion rule to drop all 

points with  X<‐23 from the fit
• Use "New Fit" button to generate the new “Normal” fit with the 

exclusion rule you just created
• Find mean (mu) and standard deviation (sigma)
• Select “probability plot” from “Display type” dropdown menu to 

evaluate the quality of the plot. Where does the probability plot 
deviate from a straight line?



How does it compare with the experimental data ?

Data on binding interactions 
from PINT database

J. Zhang, S. Maslov, E. Shakhnovich, 
Nature/EMBO Molecular Systems Biology (2008)



Dissociation constant 

• Interaction between two molecules (say, proteins) 
is usually described in terms of dissociation 
constant 
Kij=1M exp(‐Eij/kT)

• Law of Mass Action: the concentration Dij of a 
heterodimer formed out of two proteins with free 
(monomer) concentrations Ci  and Cj : Dij=CiCj/Kij

• What is the distribution of Kij?
• Answer: it is called log‐normal since the logarithm 
of Kij is the binding energy ‐Eij/kT which is normally 
distributed



Lognormal Distribution
• Let W denote a normal random variable with mean of θ and 

variance of ω2, i.e., E(W) = θ and V(W) = ω2

• As a change of variable, let X = eW = exp(W) and W = ln(X)
• Now X is a lognormal random variable.
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Lognormal Graphs

Sec 4‐11 Lognormal Distribution 9

Figure 4‐27  Lognormal probability density functions 
with θ = 0 for selected values of ω2.



Credit: XKCD 
comics 



Multiple random variables,
Correlations



What we learned so far…
• Random Events:

– Working with events as sets: union, intersection, etc.
• Some events are simple: Head vs Tails, Cancer vs Healthy
• Some are more complex: 10<Gene expression<100
• Some are even more complex: Series of dice rolls: 1,3,5,3,2

– Conditional probability:  P(A|B)=P(A ∩ B)/P(B)
– Independent events: P(A|B)=P(A) or P(A ∩ B)= P(A)*P(B)
– Bayes theorem: relates P(A|B) to P(B|A)

• Random variables:
– Mean, Variance, Standard deviation. How to work with E(g(X))
– Discrete (Uniform, Bernoulli, Binomial, Poisson, Geometric, Negative 

binomial, Power law); 
PMF: f(x)=Prob(X=x); CDF: F(x)=Prob(X≤x);

– Continuous (Uniform, Exponential, Erlang, Gamma, Normal, Log‐
normal);
PDF: f(x) such that Prob(X inside A)= ∫A f(x)dx; CDF: F(x)=Prob(X≤x)

• Next step: work with multiple random variables measured 
together in the same series of random experiments



Concept of Joint Probabilities

• Biological systems are usually described not by a 
single random variable but by many random 
variables

• Example: The expression state of a human cell: 
20,000 random variables Xi for each of its genes

• A joint probability distribution describes the 
behavior of several random variables

• We will start with just two random variables 
X and Y and generalize when necessary

Chapter 5 Introduction 13



Joint Probability Mass Function Defined

Sec 5‐1.1 Joint Probability Distributions 14
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Example 5‐1:  # Repeats vs. Signal Bars
You use your cell phone to check your airline reservation. It asks you to speak 

the name of your departure city to the voice recognition system.
• Let Y denote the number of times you have to state your departure city.
• Let X denote the number of bars of signal strength on you cell phone.

Sec 5‐1.1 Joint Probability Distributions 15

Figure 5‐1  Joint probability 
distribution of X and Y.  The table cells 
are the probabilities.  Observe that 
more bars relate to less repeating.
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Marginal Probability Distributions (discrete)
For a discrete joint PDF, there are marginal distributions 
for each random variable, formed by summing the 
joint PMF over the other variable.

Sec 5‐1.2 Marginal Probability Distributions 16
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1 2 3 f Y (y ) =
1 0.01 0.02 0.25 0.28
2 0.02 0.03 0.20 0.25
3 0.02 0.10 0.05 0.17
4 0.15 0.10 0.05 0.30
f X (x ) = 0.20 0.25 0.55 1.00

x =  number of bars of 
signal strength

y =  number of 
times city name 

is stated

Figure 5‐6  From the prior example, 
the joint PMF is shown in green 
while the two marginal PMFs are 
shown in purple.

Called marginal 
because they are 
written in the margins



Mean & Variance of X and Y are calculated 
using marginal distributions

Sec 5‐1.2 Marginal Probability Distributions 17

1 2 3 f (y ) = y *f (y ) = y 2*f (y ) =
1 0.01 0.02 0.25 0.28 0.28 0.28
2 0.02 0.03 0.20 0.25 0.50 1.00
3 0.02 0.10 0.05 0.17 0.51 1.53
4 0.15 0.10 0.05 0.30 1.20 4.80
f (x ) = 0.20 0.25 0.55 1.00 2.49 7.61

x *f (x ) = 0.20 0.50 1.65 2.35
x 2*f (x ) = 0.20 1.00 4.95 6.15

x =  number of bars 
of signal strength

y =  number of 
times city 

name is stated

μX =E(X) = 2.35;    σX2 = V(X) = 6.15 – 2.352 = 6.15  – 5.52 = 0.6275

μY= E(Y) = 2.49;    σY2 = V(Y) = 7.61 – 2.492 = 7.61 – 16.20 = 1.4099



Conditional Probability Distributions

From Example 5‐1
P(Y=1|X=3) = 0.25/0.55 = 0.455
P(Y=2|X=3) = 0.20/0.55 = 0.364
P(Y=3|X=3) = 0.05/0.55 = 0.091
P(Y=4|X=3) = 0.05/0.55 = 0.091

Sum = 1.00

Sec 5‐1.3 Conditional Probability 
Distributions 18

Recall that 𝑃 𝐵|𝐴 ൌ
𝑃 𝐴 ∩ 𝐵
𝑃 𝐴

1 2 3 f Y (y ) =
1 0.01 0.02 0.25 0.28
2 0.02 0.03 0.20 0.25
3 0.02 0.10 0.05 0.17
4 0.15 0.10 0.05 0.30
f X (x ) = 0.20 0.25 0.55 1.00

x =  number of bars of 
signal strength

y =  number of 
times city name 

is stated

Note that there are 12 probabilities conditional on X, and 12 
more probabilities conditional upon Y.

P(Y=y|X=x)=P(X=x,Y=y)/P(X=x)=
=f(x,y)/fX(x)



Credit: XKCD 
comics 



Joint Probability Density Function Defined

Sec 5‐1.1 Joint Probability Distributions 13
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Figure 5‐2  Joint probability 
density function for the random 
variables X and Y.  Probability that 
(X, Y) is in the region R is 
determined by the volume of 
fXY(x,y) over the region R.

The joint probability density function for the continuous random 
variables X and Y, denotes as fXY(x,y), satisfies the following 
properties:



Joint Probability Density Function Graph

Sec 5‐1.1 Joint Probability Distributions 14

Figure 5‐3  Joint probability density function for the 
continuous random variables X and Y of expression 
levels of two different genes.  Note the asymmetric, 
narrow ridge shape of the PDF – indicating that small 
values in the X dimension are more likely to occur 
when small values in the Y dimension occur.



Marginal Probability Distributions (continuous)

• Rather than summing a discrete joint PMF, we 
integrate a continuous joint PDF.

• The marginal PDFs are used to make probability 
statements about one variable.

• If the joint probability density function of random 
variables X and Y is fXY(x,y), the marginal 
probability density functions of X and Y are:

Sec 5‐1.2 Marginal Probability Distributions 15
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Conditional Probability Density Function Defined

Sec 5‐1.3 Conditional Probability 
Distributions 16

Given continuous random variables 𝑋 and 𝑌 with 
joint probability density function 𝑓௑௒ 𝑥,𝑦 , 
the conditional probability densiy function of 𝑌 given 𝑋ൌx is

𝑓௒|௫ 𝑦 ൌ
𝑓௑௒ 𝑥, 𝑦
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which satifies the following properties:
ሺ1ሻ   𝑓௒|௫ 𝑦 ൒ 0

ሺ2ሻ  න𝑓௒|௫ 𝑦 𝑑𝑦 ൌ 1

ሺ3ሻ  𝑃 𝑌 ⊂ 𝐵|𝑋 ൌ 𝑥 ൌ න𝑓௒|௫ 𝑦 𝑑𝑦 for any set B in the range of Y
஻

Compare to discrete: P(Y=y|X=x)=fXY(x,y)/fX(x)



Conditional Probability Distributions

• Conditional probability distributions can be 
developed for multiple random variables by 
extension of the ideas used for two random 
variables.

• Suppose p = 5 and we wish to find the distribution of 
X1, X2 and X3 conditional on X4=x4 and X5=x5.

Sec 5‐1.5 More Than Two Random 
Variables 17

𝑓௑భ௑మ௑యห௫ర௫ఱ 𝑥ଵ, 𝑥ଶ, 𝑥ଷ ൌ
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𝑓௑ర௑ఱ 𝑥ସ, 𝑥ହ
for 𝑓௑ర௑ఱ 𝑥ସ, 𝑥ହ ൐ 0.



Independence for Continuous Random Variables

For random variables X and Y, if any one of the following 
properties is true, the others are also true.  Then X
and Y are independent.

Sec 5‐1.4 Independence 18

ሺ1ሻ  𝑓௑௒ 𝑥, 𝑦 ൌ 𝑓௑ 𝑥 ⋅ 𝑓௒ 𝑦
ሺ2ሻ  𝑓௒|௫ 𝑦 ൌ 𝑓௒ 𝑦  for all x and y with 𝑓௑ 𝑥 ൐ 0
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sets 𝐴 and 𝐵 in the range of 𝑋 and 𝑌, respectively.      ሺ5െ7ሻ

P(Y=y|X=x)=P(Y=y) for any x or 
P(X=x|Y=y)=P(X=x) for any y or 
P(X=x, Y=y)=P(X=x)∙P(Y=y) for any x and y









Covariation,
Correlations

Quick and dirty check for 
linear (in)dependence 
between variables



Covariance Defined

Sec 5‐2 Covariance & Correlation 2

th





Covariance and PMF tables

Sec 5‐2 Covariance & Correlation 5

The probability  distribution of Example 5‐1 is shown.

By inspection, note that the larger probabilities occur as X
and Ymove in opposite directions.  This indicates a negative 
covariance.

1 2 3
1 0.01 0.02 0.25
2 0.02 0.03 0.20
3 0.02 0.10 0.05
4 0.15 0.10 0.05

x =  number of bars 
of signal strength

y =  number of 
times city 

name is stated



Covariance and Scatter Patterns

Sec 5‐2 Covariance & Correlation 6

Figure 5‐13  Joint probability distributions and the sign of cov(X, Y).  
Note that covariance is a measure of linear relationship.  Variables 
with non‐zero covariance are correlated.



Independence Implies σ=ρ = 0 but not vice versa

• If X and Y are independent random variables,
σXY = ρXY = 0  (5‐17)

• ρXY = 0 is necessary, but not a sufficient 
condition for independence.  

Sec 5‐2 Covariance & Correlation 7

NOT independent
covariance=0

Independent
covariance=0



Correlation is “normalized covariance”

• Also called: 
Pearson correlation 
coefficient 

ρXY=σXY /σXσY
is the covariance 
normalized to 
be ‐1 ≤ ρXY ≤ 1

Karl Pearson (1852– 1936) 
English mathematician and biostatistician





Spearman rank correlation
• Pearson correlation tests for linear relationship between 
X and Y

• Unlikely for variables with broad distributions  non‐
linear effects dominate

• Spearman correlation tests for any 
monotonic relationship between X and Y  

• Calculate ranks (1 to n), rX(i) and rY(i) of variables in both 
samples. Calculate Pearson correlation between ranks: 
Spearman(X,Y) = Pearson(rX, rY) 

• Ties: convert to fractions, e.g. tie for 6s and 7s place 
both get 6.5. This can lead to artefacts. 

• If lots of ties: use Kendall rank correlation (Kendall tau)





Credit: XKCD 
comics 



Let’s work with real cancer data!
• Data from Wolberg, Street, and Mangasarian (1994) 
• Fine‐needle aspirates = biopsy for breast cancer 
• Black dots – cell nuclei. Irregular shapes/sizes may 
mean cancer

• Statistics of all cells in the image
• 212 cancer patients and 357 healthy 
individuals (column 1)

• 30 other properties (see table)



Matlab exercise #2 
• Download cancer data in cancer_wdbc.mat
• Data in the table cancerwdbc (569x30). First 357 
patients are healthy. The remaining 569‐357=212 
patients have cancer.

• Make scatter plots of area vs perimeter
and texture vs radius. 

• Calculate Pearson and Spearman correlations 
• Calculate the correlation matrix of all‐against‐all 
variables: there are 30*29/2=435 correlations. 
Hint: corr_mat=corr(cancerwdbc);

• Plot the histogram of these 435 correlation 
coefficients. Hint: use [i,j,v]=find(corr_mat);  then 
find all i>j and analyze v evaluated on this subset of 
435 matrix elements



Credit: XKCD 
comics 



Descriptive statistics:
Populations, Samples
Histograms, Quartiles
Sample mean and 

variance



Two types of reasoning

Logical
Reasoning
(e.g. in 
Engineering)

Statistical reasoning:
Inference of 
population properties 
from a finite sample 



Numerical Summaries of Data
• Data are the numerical observations of a 
phenomenon of interest.   

• The totality of all observations is a population.
– Population can be infinite 
(e.g. abstract random variables)

– It can be very large  (e.g. 7 billion humans 
or all patients who have cancer of a given type)

• A (usually small) portion of the population 
collected for analysis is a random sample.

• We want to use sample to infer facts about 
populations

• The inference is not perfect but gets 
better and better as sample size increases.

Sec 6‐1 Numerical Summaries of Data 21



Some Definitions

• The random variables X1, X2,…,Xn are a random 
sample of size n if:
a) The Xi are independent random variables.
b) Every Xi has the same probability distribution.

• Such X1, X2,…,Xn are also called independent 
and identically distributed (or i. i. d.) random 
variables

Sec 7‐2 Sampling Distributions and the 
Central Limit Theorem 22



Ways to describe a sample:
Histogram

approximates PDF 
(or PMF)



load PINT_binding_energy;
dfittool(binding_energy)



PDF of time between COVID‐19 symptoms 
onset and hospitalization in IL, April 2020



Histograms with Unequal Bin Widths
• If the data is tightly clustered in some regions 
and scattered in others, it is visually helpful to 
use narrow bin widths in the clustered region
and wide bin widths in the scattered areas.

• To approximate the PDF, the rectangle area, 
not the height, must be proportional to the 
bin relative frequency.

Sec 6‐3 Frequency Distributions And 
Histograms 26

Rectangle height  
bin relative frequency

bin width



Cumulative Frequency Plot



Median, Quartiles, Percentiles
• The median q2  divides the sample into two 
equal parts: 50% (n/2) of sample points below 
q2 and 50% (n/2) points above q2 

• The three quartiles partition the data into four 
equally sized counts or segments.
– 25% of the data is less than q1.
– 50% of the data is less than q2, the median.
– 75% of the data is less than q3.

• There are 100 percentiles. n‐th percentile pn is
defined so that n% of the data is less than pn

Sec 6‐2 Stem‐And‐Leaf Diagrams 28



Credit: XKCD 
comics 



Box‐and‐Whisker Plot
(or better use Cat‐and‐Whiskers plots)

• A box plot is a graphical display showing Spread, 
Outliers, Center, and Shape (SOCS).

• It displays the 5‐number summary: min, q1, median, 
q3, and max.

Sec 6‐4 Box Plots 30

Figure 6‐13 Description of a box plot.



Reminder 
What is the Cycle threshold (Ct) 

value of a PCR test?
Ct = const – log2(viral DNA concentration)



Bar plot based on COVID‐19 tests at UIUC 

Mitigation of SARS‐CoV‐2 Transmission at a Large Public University
Diana Rose E. Ranoa, et al. , medRxiv 2021 https://doi.org/10.1101/2021.08.03.21261548



Midterm will be held  
here in class 

this Tuesday 11/07
during regular class hours

12pm‐1:50pm



Midterm Info
• Closed book exam; no books, notes, laptops, 
phones…

• Calculators (not on smartphones) can be 
used

• You can prepare one 2‐sided cheat sheet

• The following two printouts will be provided





r



What is included in the midterm?
• Probability of events (set operations), 
Multiplication rules. Combinatorics

• Bayes Theorem
• Discrete Random Variables
• Continuous Random Variables
• Other topics covered
(see HW1‐HW2 for inspiration)

• No joint probabilities, correlation and 
covariation

• No Matlab exercises (since no computers)



Probability Multiplication Rules
Combinatorics



Mr. Jones has 6 different books that he is going to put 
on his bookshelf. Of these, 3 are chemistry books, 2 
are physics books, and 1 is a mathematics book. Jones 
wants to arrange his books so that two conditions are 
met: 
(1) all the books dealing with the same subject are 

together on the shelf 
AND

(2) all chemistry books are on the leftmost side. 

How many such different arrangements are 
possible?







Bayes theorem





Discrete Probability Distributions



What is X in this problem?
• What is the random variable: Look for 
keywords:
– Find the probability that….
– What is the mean (or variance) of…

• What are parameters? Look for keywords:
– Given that…
– Assuming that…





Poisson distribution in genomics
• G ‐ genome length (in bp) 
• L  ‐ short read average length 
• N – number of short read sequenced 
• λ – sequencing redundancy = LN/G
• x‐ number of short reads covering a given site on the genome 

Ewens, Grant, Chapter 5.1 

Poisson as a limit of Binomial. For a given site on the 
genome for each short read Prob(site covered): p=L/G  is very small.
Number of attempts (short reads): N is very large. Their 
product  (sequencing redundancy): λ = NL/G is O(1).
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Probability that a base pair in the genome is 
not covered by any short reads is 0.1
One randomly selects base pairs until 

exactly 5 uncovered base pairs are found.
Which discrete probability distribution describes 

the number of attempts?

A. Poisson 
B. Binomial
C. Geometric
D. Negative Binomial
E. I have no idea

Get your i‐clickers
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Probability that a base pair in the genome is 
not covered by any short reads is 0.1
One randomly selects base pairs until 

exactly 5 uncovered base pairs are found.
What are the values of p, r?

A. p=0.5, r=5
B. p=0.1, r=0.5
C. p=0.1, r=5
D. p=0.5, r=0.1
E. I have no idea

Get your i‐clickers
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Cancer happens when the gene p53 mutates. 
Probability of p53 to mutate per year is 5%. 

How many years before a patient gets disease?
Which discrete probability distribution

would you use to answer?

A. Poisson
B. Binomial
C. Geometric
D. Negative Binomial
E. I have no idea

Get your i‐clickers



Continuous Probability Distributions



1. (8 points) The expression level of a TP53 tumor suppressor gene in a 
randomly selected cell is normally distributed with mean μ= 20, and 
standard deviation σ = 8. 
(A)(4 points) What is the probability that the expression level in a given 

cell will be between 24 and 16?

(B)(4 points) How many cells does one have to sample (on average) 
until there will be exactly 2 cells with such “close to average” TP53
expression?



I can show you how to solve any 
HW1‐HW2 problem.

Which one do you choose?



Credit: XKCD 
comics 



Box‐and‐Whisker Plot

• A box plot is a graphical display showing Spread, 
Outliers, Center, and Shape (SOCS).

• It displays the 5‐number summary: min, q1, median, 
q3, and max.

Sec 6‐4 Box Plots 26

Figure 6‐13 Description of a box plot.



Reminder 
What is the Cycle threshold (Ct) 

value of a PCR test?
Ct = const – log2(viral DNA concentration)



Bar plot based on COVID‐19 tests at UIUC 

Ranoa, D. R. E. et al. Mitigation of SARS‐CoV‐2 transmission at a large public university. 
Nat Commun 13, 3207 (2022)



Matlab exercise #2: 
• Generate a sample with n= 1000 
following standard normal distribution

• Calculate median, first, and third quartiles
• Calculate IQR and find ranges shown below
• Find and count left and right outliers
• Do not use built‐in Matlab functions for this!
• Make box and whisker plot: use boxplot



Credit: XKCD 
comics 



Descriptive statistics:
Sample mean and 

its variance

Standard error vs 
Standard deviation



Some Definitions

• The random variables X1, X2,…,Xn are a random 
sample of size n if:
a) The Xi are independent random variables.
b) Every Xi has the same probability distribution.

Such X1, X2,…,Xn  are also called independent and 
identically distributed (or i. i. d.) random variables

• A statistic is any function of the observations 
in a random sample.

• The probability distribution of a statistic is 
called a sampling distribution.

Sec 7‐2 Sampling Distributions and the 
Central Limit Theorem 3



Statistic #1: Sample Mean

Sec 6‐1 Numerical Summaries of Data 4

New random variable  is a linear combination of n
independent identically distributed variables 



Mean & Variance of a Linear Function

Y= c1X1 + c2X2 + … + cpXp

Sec  5‐4 Linear Functions of Random 
Variables 5
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Central Limit Theorem

Sec 7‐2 Sampling Distributions and the 
Central Limit Theorem 8



Test CLT for your own random variable
• Go to: 

https://onlinestatbook.com/stat_sim/sampling_dist/
• Select “Custom” at the top and use mouse to 
sketch the PMF of your own random variable

• Select “mean” and n=5 in the third panel
• Choose “Animated” in the second panel and use 
number_of_experiments=5 to see one sample 
being generated

• Repeat with number_of _experiments =10,000
• Now select “mean” and n=25 in the fourth panel
• Skewness and Curtosis are measures of how good 
is the normal (Gaussian) fit (choose “fit normal”)



Sampling Distributions of Sample Means
Figure 7‐1  Distributions of average scores 

from throwing dice.  
Mean = (6+1)/2=3.5
Sigma^2 = [(6‐1+1)2‐1]/12=2.92
Sigma=1.71

Sec 7‐2 Sampling Distributions and the 
Central Limit Theorem 10

Formulas
show
Matlab



Matlab exercise

• Do a numerical experiment: generate a sample 
of size n by rolling n fair dice

• Calculate the sample mean 
• Repeat Stats=100,000 times
• Generate PDFs of sample means for different 
samples sizes: n=1, n=2, n=3, n=5, and n=10

• Plot them in the same (semi‐logarithmic) figure 
• What do you see?
• Template is at the website: 
central_limit_theorem_template.m

1 2 ...            nx x xx
n

  




How did I do it?
• Stats=100000;
• figure; 
• for n=[1,2,3,5,10];
• r_sample=floor(6.*rand(Stats,n))+1;
• sample_mean=sum(r_sample,2)./n;
• step=1./n;
• [a,b1]=hist(sample_mean,1:step:6);
• pdf_r1=a./sum(a)./step;
• semilogy(b1,pdf_r1,'o‐'); hold on;
• end;
• legend('1','2','3','5','10');



Matlab demonstration
• Stats=100000; N=10;
• r_table=floor(6.*rand(Stats,N))+1;
• %%
• r1=r_table(:,1);
• step=1; [a,b1]=hist(r1,1:step:6);
• pdf_r1=a./sum(a)./step;
• figure; hold on; subplot(1,2,1); plot(b1,pdf_r1,'mo‐'); hold on; axis([0 7 0 0.2]); subplot(1,2,2); 

semilogy(b1,pdf_r1,'mo‐'); hold on; axis([0 7 1e‐3 1]);
• %%
• r2=(r_table(:,1)+r_table(:,2))./2;
• step=0.5; [a,b2]=hist(r2,1:step:6); pdf_r2=a./sum(a)./step;
• subplot(1,2,1); plot(b2,pdf_r2,'rd‐'); axis([0 7 0 0.4]); subplot(1,2,2); semilogy(b2,pdf_r2,'rd‐');
• %%
• r3=(r_table(:,1)+r_table(:,2)+r_table(:,3))./3;
• step=1./3; [a,b3]=hist(r3,1:step:6); pdf_r3=a./sum(a)./step;
• subplot(1,2,1); plot(b3,pdf_r3,'gs‐');  axis([0 7 0 0.4]); subplot(1,2,2); semilogy(b3,pdf_r3,'gs‐');
• %%
• r5=sum(r_table(:,1:5),2)./5;
• step=1./5; [a,b5]=hist(r5,1:step:6); pdf_r5=a./sum(a)./step;
• subplot(1,2,1); plot(b5,pdf_r5,'b^‐');  axis([0 7 0 0.6]); subplot(1,2,2); semilogy(b5,pdf_r5,'b^‐'); axis([0 7 1e‐4 1]);
• %%
• r10=sum(r_table(:,1:10),2)./10;
• step=1./10; [a,b10]=hist(r10,1:step:6); pdf_r10=a./sum(a)./step;
• subplot(1,2,1); plot(b10,pdf_r10,'kv‐'); axis([0 7 0 0.8]); legend(num2str([1,2,3,5,10]'));
• subplot(1,2,2); semilogy(b10,pdf_r10,'kv‐'); legend(num2str([1,2,3,5,10]'));
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Matlab demonstration; part 2
• %%Now plot all of them normalized to 0 and std 1
• sigma=sqrt(35/12);
• mu=3.5;
• figure; 
• sigma1=sigma;
• semilogy((b1‐mu)./sigma1,pdf_r1.*sigma1,'mo‐'); 
• axis([‐4 4 1e‐3 1]);
• hold on;
• %%
• sigma2=sigma./sqrt(2);
• semilogy((b2‐mu)./sigma2,pdf_r2.*sigma2,'rd‐'); 
• %%
• sigma3=sigma./sqrt(3);
• semilogy((b3‐mu)./sigma3,pdf_r3.*sigma3,'gs‐'); 
• %%
• sigma5=sigma./sqrt(5);
• semilogy((b5‐mu)./sigma5,pdf_r5.*sigma5,'b^‐'); 
• axis([‐4 4 1e‐4 1]);
• %%
• sigma10=sigma./sqrt(10);
• semilogy((b10‐mu)./sigma10,pdf_r10.*sigma10,'kv‐'); 
• axis([‐4 4 1e‐4 1]);
• %%
• %Let's see how well does the Gaussian fits it
• x=‐4:0.1:4;
• semilogy(x,1./sqrt(2*pi)*exp(‐x.^2./2),'y‐');
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Credit: XKCD 
comics 



Example 7‐1: Resistors
An electronics company manufactures resistors having a mean 

resistance of 100 ohms and a standard deviation of 10 ohms. What 
is the approximate probability that a random sample of n = 25 
resistors will have an average resistance of less than 95 ohms?



Example 7‐1: Resistors
An electronics company manufactures resistors having a mean 

resistance of 100 ohms and a standard deviation of 10 ohms. 
What is the approximate probability that a random sample of n = 
25 resistors will have an average resistance of less than 95 ohms?



Example 7‐1: Resistors
An electronics company 

manufactures resistors having a 
mean resistance of 100 ohms 
and a standard deviation of 10 
ohms. What is the approximate 
probability that a random 
sample of n = 25 resistors will 
have an average resistance of 
less than 95 ohms?
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Figure 7‐2  Desired probability is 
shaded

Answer:



Two Populations
We have two independent populations.  What is the 
distribution of the difference of their sample means?
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Sampling Distribution of a Difference in Sample Means

• If we have two independent populations with means μ1 and 
μ2, and variances σ12 and σ22, 

• And if X‐bar1 and X‐bar2 are the sample means of two 
independent random samples of sizes n1 and n2 from these 
populations:

• Then the sampling distribution of:

is approximately standard normal, if the conditions of the 
central limit theorem apply.  

• If the two populations are normal, then the sampling 
distribution is exactly standard normal.

Sec 7‐2 Sampling Distributions and the 
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Example 7‐3: Aircraft Engine Life
The effective life of a component 

used in jet‐turbine aircraft 
engines is a random variable 
with μold=5000 hours 
and σold=40 hours (old).  The 
engine manufacturer 
introduces an improvement 
into the manufacturing process 
for this component that 
changes the parameters to 
μnew=5050 hours 
and σnew=30 hours (new).

Random samples  of 16 
components manufactured 
using “old” process and  25  
components using “new” 
process are chosen.

What is the probability new 
sample mean is at least 25 
hours longer than old?



Example 7‐3: Aircraft Engine Life
The effective life of a component 

used in jet‐turbine aircraft 
engines is a random variable 
with μold=5000 hours 
and σold=40 hours (old).  The 
engine manufacturer 
introduces an improvement 
into the manufacturing process 
for this component that 
changes the parameters to 
μnew=5050 hours 
and σnew=30 hours (new).

Random samples  of 16 
components manufactured 
using “old” process and  25  
components using “new” 
process are chosen.

What is the probability new 
sample mean is at least 25 
hours longer than old?



Example 7‐3: Aircraft Engine Life
The effective life of a component 

used in jet‐turbine aircraft 
engines is a normal‐distributed 
random variable with 
parameters shown (old).  The 
engine manufacturer 
introduces an improvement 
into the manufacturing 
process for this component 
that changes the parameters 
mu and sigma as shown (new).

Random samples are selected 
from the “old” process and 
“new” process as shown.

What is the probability new 
sample mean is at least 25 
hours longer than old?

Sec 7‐2 Sampling Distributions and the 
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Old (1) New (2) Diff (2‐1)
mu = 5,000 5,050 50

sigma = 40 30 50
n  = 16 25

s  / √n  = 10 6 11.7
z = ‐2.14

P(xbar2‐xbar1 > 25) = P(Z>z ) = 0.9840

Process

Calculations

Figure 7‐4  Sampling distribution of 
the sample mean difference. 



Credit: XKCD 
comics 



Descriptive statistics:
Point estimation:



Some Definitions

• The random variables X1, X2,…,Xn are a random 
sample of size n if:
a) The Xi are independent random variables.
b) Every Xi has the same probability distribution.

Such X1, X2,…,Xn are also called independent and 
identically distributed (or i. i. d.) random variables

• A statistic is any function of the observations 
in a random sample.

• The probability distribution of a statistic is 
called a sampling distribution.

Sec 7‐2 Sampling Distributions and the 
Central Limit Theorem 28



Point Estimation
• A sample was collected: X1, X2,…, Xn
• We suspect that sample was drawn from a 
random variable distribution f(x)

• f(x) has k parameters that we do not know
• Point estimates are estimates of the parameters of the 
f(x) describing the population based on the  sample
– For exponential  PDF: f(x)=λexp(‐λx) one wants to estimate λ
– For Bernoulli PDF: px(1‐p)1‐xone wants to estimate p
– For normal PDF one wants to estimates both μ and σ

• Point estimates are uncertain: therefore we can talk of 
averages and standard deviations of point estimates

Sec 7‐1 Point Estimation 29



Point Estimator

Sec 7‐1 Point Estimation 30

• There could be multiple choices for the point estimator of a parameter.
• To estimate the mean of a population, we could choose the:

– Sample mean
– Sample median
– Peak of the histogram
– ½ of (largest + smallest) observations of the sample.

• We need to develop criteria to compare estimates using statistical 
properties.



Unbiased Estimators Defined

Sec 7‐3.1 Unbiased Estimators 31



Mean Squared Error

Sec 7‐3.4 Mean Squared Error of an 
Estimator 32



Methods of Point Estimation

• We will cover two popular methodologies to 
create point estimates of a population 
parameter.
– Method of moments
– Method of maximum likelihood

• Each approach can be used to create estimators 
with varying degrees of biasedness and relative 
MSE efficiencies.

Sec 7‐4 Methods of Point Estimation 33



Method of moments for 
point estimation



What are moments?
• A k‐th moment of a random variable is the 
expected value E(Xk)
– First moment: 

– Second moment:  

• A population moment relates to the entire 
population 

• A sample moment is calculated like its population 
moments but for a finite sample
– Sample first moment = sample mean = 

– Sample k‐th moment  

Sec 7‐4.1 Method of Moments 35



Moment Estimators

Sec 7‐4.1 Method of Moments 36
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Exponential Distribution: Moment Estimator‐1st moment 

• Suppose that x1, x2, …, xn is a random sample 
from an exponential distribution f(x)=λexp(‐λx) 
with parameter λ.

• There is only one parameter to estimate, so 
equating population and sample first moments, 
we have one equation: E(X) =  .

• E(X) = 1/λ thus 
λ = 1/ is the 1st moment estimator.

Sec 7‐4.1 Method of Moments 37



Descriptive statistics:
Point estimation:



Point Estimation
• A sample was collected: X1, X2,…, Xn
• We suspect that sample was drawn from a 
random variable distribution f(x)

• f(x) has k parameters that we do not know
• Point estimates are estimates of the parameters of the 
f(x) describing the population based on the  sample
– For exponential  PDF: f(x)=λexp(‐λx) one wants to estimate λ
– For Bernoulli PDF: px(1‐p)1‐xone wants to estimate p
– For normal PDF one wants to estimates both μ and σ

• Point estimates are uncertain: therefore, we can talk of 
averages and standard deviations of point estimators

Sec 7‐1 Point Estimation 3



Point Estimator

Sec 7‐1 Point Estimation 4
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• There could be multiple choices for the point estimator of a parameter.
• To estimate the mean of a population, we could choose the:

– Sample mean
– Sample median
– Peak of the histogram
– ½ of (largest + smallest) observations of the sample.

• We need to develop criteria to compare estimates using statistical 
properties.



Unbiased Estimators Defined

Sec 7‐3.1 Unbiased Estimators 5



Bias vs Noise



Mean Squared Error

Sec 7‐3.4 Mean Squared Error of an 
Estimator 7
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Statistic #1: Sample Mean

Sec 6‐1 Numerical Summaries of Data 8
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New random variable  is a linear combination of n
independent identically distributed variables  ଵ ଶ ௡
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Sample variance S2 –
is an estimator of 

the population variance σ2



Sample Variance

12

ଵ ଶ ௡

ଶ ௜
ଶ௡

௜ୀଵ

ଶ ௜
ଶ௡

௜ୀଵ



Why divide by n‐1 instead of n?

• The sample mean  is on average closer to points 
ଵ ଶ, ௡ than the true mean 

௜
ଶ

௜
ଶ௡

௜ୀଵ
௡
௜ୀଵ

• Consider a sample of size n=1. 
Then  =  ଵ while µ≠  ଵ . Dividing by n gives s2 =0, 
while dividing by n‐1 leaves s2 undefined (0/0)

• For n=2,  is exactly halfway between  ଵ and  ଶ
making its sum of squares smaller than that of 

• Dividing by n‐1 on average corrects for a smaller 
sum of squares: S2 is an unbiased estimator of  ଶ





Example 7‐4: Sample Variance S2 is Unbiased

Sec 7‐3.1 Unbiased Estimators 16
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Credit: XKCD 
comics 



Methods of Point Estimation

• We will cover two popular methodologies to 
create point estimates of a population 
parameter.
– Method of moments
– Method of maximum likelihood

• Each approach can be used to create 
estimators with varying degrees of biasedness 
and relative MSE efficiencies.

Sec 7‐4 Methods of Point Estimation 18



Method of moments for 
point estimation



What are moments?
• The p‐th population moment of a random variable is the 
expected value of Xp

– First moment:  ାஶ
ஶ

– Second moment:   ଶ ଶ ଶାஶ
ஶ

– p‐th moment:  ௣ାஶ
ஶ

– The population moment relates to the entire population 

• A sample moment is calculated like its population 
moments but for a finite sample
– Sample first moment = sample mean = ଵ

௡ ௜
௡
௜ୀଵ

– Sample p‐th moment  ଵ
௡ ௜

௣௡
௜ୀଵ
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Moment Estimators

Sec 7‐4.1 Method of Moments 21
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Exponential Distribution: Moment Estimator‐1st moment 

• Suppose that x1, x2, …, xn is a random sample 
from an exponential distribution f(x)=λexp(‐λx) 
with parameter λ.

• There is only one parameter to estimate, so 
equating population and sample first moments, 
we have one equation: E(X) =  .

• E(X) = 1/λ thus 
λ = 1/ is the 1st moment estimator.

Sec 7‐4.1 Method of Moments 22



How I solved it

• Stats=100000; 
• Y=random('Exponential', 1/3, Stats, 1);
%parametrization in MATLAB is 1/lambda
• 1/mean(Y) %matching the first moment
% ans = 3.0086
• sqrt(2/mean(Y.^2)) %matching the second 
moment

% ans = 3.0081
• (factorial(20)/mean(Y.^20))^(1./20) %matching 
the 20th moment



Credit: XKCD 
comics 



Method of Maximum Likelihood 
for point estimation



Maximum Likelihood Estimators
• Suppose that X is a random variable with probability 

distribution f(x, θ), where θ is a single unknown 
parameter.  Let x1, x2, …, xn be the observed values in a 
random sample of size n.  Then the likelihood function of 
the sample is the probability to get it in a random 
variable with PDF f(x, θ):

L(θ) = f(x1, θ) ∙ f(x2, θ) ∙…∙ f(xn , θ) (7‐9)

• Note that the likelihood function is now a function of 
only the unknown parameter θ.  The maximum likelihood 
estimator (MLE) of θ is the value of θ that maximizes the 
likelihood function L(θ).

• Usually, it is easier to work with logarithms: l(θ) = ln L(θ) 

Sec 7‐4.2 Method of Maximum Likelihood 28





Example 7‐11: Exponential MLE

Let X be a exponential random variable with parameter λ.  The 
likelihood function of a random sample of size n is:

Sec 7‐4.2 Method of Maximum Likelihood 31
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Example 7‐9: Bernoulli MLE
Let X be a Bernoulli random variable.  The probability mass 

function is f(x;p) = px(1‐p)1‐x, x = 0, 1 where P is the parameter 
to be estimated.  The likelihood function of a random sample 
of size n is:
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Example 7‐10: Normal MLE for μ
Let X be a normal random variable with unknown mean μ and 

variance σ2.  The likelihood function of a random sample of 
size n is:
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Example 7‐11: Normal MLE for σ2
Let X be a normal random variable with the estimate of mean μ

determined by MLE (see the previous slide) and an unknown 
variance σ2.  The likelihood function of a random sample of size n is:
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MLE for Poisson distribution

40
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Confidence Intervals









• Calculated based on the sample X1, X2,…,Xn
• Characterized by: 

– lower‐ and upper‐ confidence limits  L and R
– the confidence coefficient 1‐α

• Objective: for two‐sided confidence interval, 
find L and R such that 
– Prob(μ>R)=α/2
– Prob(μ<L)=α/2
– Therefore, Prob(L<μ<R)=1‐α

• For one‐sided confidence interval, say, upper 
bound of μ , find R that 
– Prob(μ>R)=α

• Assume standard deviation sigma is known

Two‐sided confidence intervals





Ishikawa et al. (Journal of Bioscience and Bioengineering 2012) 
studied the force with which bacterial biofilms adhere to a solid 
surface. 

Five measurements for a bacterial strain of Acinetobacter
gave readings 2.69, 5.76, 2.67, 1.62, and 4.12 dyne‐cm2. 

Assume that the standard deviation is known  to be 0.66 dyne‐cm2

(a) Find 95% confidence interval for the mean adhesion force

(b) If scientists want the width of the confidence interval to be 
below 0.55 dyne‐cm2 what number of samples should be? 

Exercise



Ishikawa et al. (Journal of Bioscience and Bioengineering 2012) 
studied the force with which bacterial biofilms adhere to a solid 
surface. Five measurements for a bacterial strain of Acinetobacter gave
readings 2.69, 5.76, 2.67, 1.62, and 4.12 dyne‐cm2. Assume that 
the standard deviation is known  to be 0.66 dyne‐cm2

(a) Find 95% confidence interval for the mean adhesion force

(b) If scientists want the width of the confidence interval to be 
below 0.55 dyne‐cm2 what number of samples should be? 

3.372,



Confidence Intervals





• Calculated based on the sample X1, X2,…,Xn
• Characterized by: 

– lower‐ and upper‐ confidence limits  L and U
– the confidence coefficient 1‐α

• Objective: for two‐sided confidence interval, 
find L and R such that 
– Prob(μ>U)=α/2
– Prob(μ<L)=α/2
– Therefore, Prob(L<μ<U)=1‐α

• For one‐sided confidence interval, say, upper 
bound of μ , find R that 
– Prob(μ>U)=α

• Assume standard deviation σ is known

Two‐sided confidence intervals



𝜶 𝟐⁄ 𝜶 𝟐⁄

Confidence Interval on the Population Mean, 
Variance Known

4

ଶ



Matlab exercise

• 1000 labs measured average P53 gene 
expression using n=20 samples drawn from the 
Gaussian distribution with mu=3; sigma=2;

• Each lab found 95% confidence estimates of the 
population mean mu based on its sample only

• Count the number of labs, where the 
population mean lies outside their bounds

• You should get ~50 labs out of 1000 labs



8‐2 Confidence Interval on the Mean of a Normal 
Distribution, Variance Known

Figure 8‐1 Repeated construction of a confidence interval for .
7



So far in estimating 
confidence intervals for population mean 
we assumed that the population variance σ2

is known

Then (or when n>>1, say 20 and above) 
one can use the Normal Distribution 
to calculate confidence intervals 



Q: What to do if the sample is small 
& the population variance is not known?

A: Use the sample variance 

but carefully:
‐ Variable X has to be normally distributed
‐ Student t‐distribution has to be used 
instead of 

the normal distribution (z‐distribution). 



Another researcher at Guinness had previously published a
paper containing trade secrets of the Guinness brewery. To
prevent further disclosure of confidential information,
Guinness prohibited its employees from publishing any
papers regardless of the contained information. However,
after pleading with the brewery and explaining that his
mathematical and philosophical conclusions were of no
possible practical use to competing brewers, he was allowed
to publish them, but under a pseudonym ("Student"), to
avoid difficulties with the rest of the staff. Thus, his most
noteworthy achievement is now called Student's, rather
than Gosset's, t‐distribution.

Gosset had almost all his papers including “The probable
error of a mean” (1908) published in Pearson's journal
Biometrika under the pseudonym Student



William Sealy Gosset
British statistician 
(1876‐1937)

Student’s t‐distribution

𝒇 𝒕 ~ 𝟏 ൅
𝒕𝟐

𝒏 െ 𝟏

ି𝒏/𝟐



Play with Mathematica 
notebook

http://demonstrations.wolfram.com/Compari
ngNormalAndStudentsTDistributions/

By Gary McClelland



Student’s t
distribution

8‐3 Confidence Interval on the Mean of a Normal 
Distribution, Variance Unknown
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8‐3.2 The t Confidence Interval on  (Eq. 8‐16)

8‐3 Confidence Interval on the Mean of a Normal 
Distribution, Variance Unknown

One‐sided confidence bounds on the mean are found by replacing t/2,n‐1 in Equation 8‐16 
with t ,n‐1.

14



Confidence intervals for 
the population variance 

based on the sample variance s2



Confidence interval for 
the population variance 

• Up until now we were calculating the 
confidence interval on the 
population average µ

• What if one wants to put confidence interval 
on the population variance  𝟐?

• We know an unbiased estimator of  ଶ

ଶ
௜

ଶ

௜
• How to determine the confidence interval?





Definition (Eq. 8‐17)

8‐4 Confidence Interval on the Variance and 
Standard Deviation of a Normal Distribution
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8‐4 Confidence Interval on the Variance and 
Standard Deviation of a Normal Distribution

k=n‐1

X=(n‐1)S2/σ2
We know n, S2 
want to estimate σ2

f(x,n) ~ x(n‐1)/2‐1exp(‐x/2)

It is just Gamma PDF
with r=(n‐1)/2, and λ=1/2

Mean value:
n‐1

Standard deviation:



Play with Mathematica 
notebook

http://demonstrations.wolfram.com/ChiSquaredD
istributionAndTheCentralLimitTheorem/

By Peter Falloon





Definition (Eq. 8‐19)

8‐4 Confidence Interval on the Variance and 
Standard Deviation of a Normal Distribution
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Confidence estimates of the 
population proportion





Large sample confidence estimate of 
population proportion

• Want to know the fraction p of the population that belongs to 
a class, e.g., the class “obese” kids defined by  BMI>30. 

• Each variable is a Bernoulli trial with one parameter p. 
We can use moments or MLE estimator to estimate p

• Both give the same estimate:  sample fraction  =(# of obese 
kids in the sample)/(sample size n)

• How to put confidence bounds on p based on 
• # of obese kids in the sample follows the binomial distribution:  

“success” = sampled kid is obese : ‐(
p – probability of success, 1‐p – failure

• Expected # of successes is np  Expected fraction of 
successes is p 

• Standard deviation of # of successes is  

Standard deviation of fraction of successes is



Normal Approximation for Binomial Proportion

8‐5 A Large‐Sample Confidence Interval For a 
Population Proportion

The quantity                            is the standard error of the point estimator     .ˆ ˆ(1 ) /p p n P̂
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8‐5 A Large‐Sample Confidence Interval For a 
Population Proportion (Eq. 8‐23)
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Did you know that M&M's® Milk Chocolate Candies are 
supposed to come in the following percentages: 24% 
blue, 20% orange, 16% green, 14% yellow, 13% red, 
13% brown? 
http://www.scientificameriken.com/candy5.asp
“To our surprise M&Ms met our demand to review their procedures in determining candy ratios. It is, however, noted that the figures presented 
in their email differ from the information provided from their website (http://us.mms.com/us/about/products/milkchocolate/). An email was 
sent back informing them of this fact. To which M&Ms corrected themselves with one last email:

In response to your email regarding M&M'S CHOCOLATE CANDIES

Thank you for your email.
On average, our new mix of colors for M&M'S® Chocolate Candies is:

M&M'S® Milk Chocolate: 24% blue, 20% orange, 16% green, 14% yellow, 13% red, 13% brown.

M&M'S® Peanut: 23% blue, 23% orange, 15% green, 15% yellow, 12% red, 12% brown.

M&M'S® Kids MINIS®: 25% blue, 25% orange, 12% green, 13% yellow, 12% red, 13% brown.

M&M'S® Crispy: 17% blue, 16% orange, 16% green, 17% yellow, 17% red, 17% brown.

M&M'S® Peanut Butter and Almond: 20% blue, 20% orange, 20% green, 20% yellow, 10% red, 10% brown.

Have a great day!

Your Friends at Masterfoods USA
A Division of Mars, Incorporated

How to estimate these probabilities from a finite sample and how 
to set confidence interval on these estimates?



Did you know that M&M's® Milk Chocolate Candies are supposed to come in 
the following percentages: 24% blue, 20% orange, 16% green, 14% yellow, 13% 
red, 13% brown? 

How large is a sample needed for 95% CI 
on the percentage of blue M&Ms to be less than +/‐ 4%
Same question for red M&Ms?



Did you know that M&M's® Milk Chocolate Candies are supposed to come in 
the following percentages: 24% blue, 20% orange, 16% green, 14% yellow, 13% 
red, 13% brown? 

How large is a sample needed for 95% CI 
on the percentage of blue M&Ms to be less than +/‐ 4%
Same question for red M&Ms?



Hypothesis testing:
one sample



• We are interested if a  P53 gene expression is lowered in 
population of cancer patients compared to the healthy population.

• We know that mean gene expression in the healthy population is 
μh=50 mRNAs/cell We are interested in deciding whether or not 
the mean expression in cancer population is lower than in 
healthy population.  Let’s call hypothesis H1. Here H1 is one‐sided

• If we asked: cancer is not equal to healthy H1 would be a two‐
sided hypothesis

• Assume we have a sample of 100 cancer patients with 
sample mean  48 mRNAs/cell and standard deviation σ=10 
mRNA/cell 

• Can we use  our sample to reject the “business as usual” or 
null hypothesis H0:  cancer = healthy and select one‐sided 
hypothesis H1:  cancer < healthy

Is P53 gene expressed at a lower level
in cancer patients than in healthy people?



Two types of errors 

Sometimes the type I error probability α
is called the significance level, or the -error

Instructions: get  from your boss or PI (e.g., 5% or 1%)

Prob(H0 is true given the sample data) < 
reject H0 and accept H1

Prob(H0 is true given the sample data) > 
 accept H0 and reject H1

Type II error is much harder to estimate. Will deal with it later



P‐Values of Hypothesis Tests

• P‐value: what is the probability to get the observed value 
of sample mean of  48 mRNAs/cell (or even smaller) 
and σ=10 mRNAs/cell in a healthy population with μh=50 
mRNAs/cell

• If  P‐value is small – the null hypothesis is likely wrong 
and thus, the probability of making a type I error 
(incorrectly rejecting the null hypothesis) is small

• P‐value answers the question: if I reject the null 
hypothesis H0 based on the sample, what is the 
probability that I am making a type I error?



P‐Value vs  in Hypothesis Testing
• Problem with using a predefined :  you 
don’t know by how much you exceeded it

• Another approach is to calculate Prob(H0 is true given 
the sample data) referred to as P‐value. 
It the smallest  that would lead to rejection of null 
hypothesis

• You give your boss the P‐value and let him/her decide 
if it is good enough

• Routinely with big datasets in genomics and systems 
biology P‐values can be 
10‐large number~10‐100 . This number is used to judge 
the quality of the hypothesis









Generalizations
• What if H1 is a two‐sided hypothesis? 
• A: P‐value is 2(1‐Φ(|Z|)), where Z=( ‐μ0)/[S/

Compare it to: For one sized μ1 >μ0 it is 1‐Φ(Z)
For one sized μ1 <μ0 it is Φ(Z)

• If α is given, use μ0 +/‐zα/2*S as thresholds
to reject the null hypothesis

• What if the sample size n is small (say n<10):
• A: Use t‐distribution with n‐1 degrees of freedom for
2‐sided P‐value=2(1‐CDF_Tdist(|T|))
where T=( ‐μ0)/[S/ . 

• For a given α use μ0 +/‐ tα/2,n‐1 T to reject the null hypothesis



Type II Error and Choice of Sample Size
Assume you know the minimum 𝛿 ൌ |𝜇ଵ െ 𝜇଴| that you care about.  
What is the minimal sample you should use to separate H0 and H1 hypotheses if 
your tolerance to type I and type II errors is α and β ? 

𝛿 𝑛
𝜎 ൌ 𝑧ఈ/ଶ ൅ 𝑧ఉ



Standard notation 
to indicate P‐value with 

*, **, ***



Credit: XKCD 
comics 

Happy 
Halloween!
(belated) 

Credit: Trust me,
I’m a “Biologist”
Facebook community





Credit: XKCD 
comics 
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